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Warszawa,11.06.2003

Przetwarzanie Sygnałów A  - projekt

Odtwarzanie danych spektrometrycznych przy użyciu algorytmów rozplotu.

1.Wstęp

Spektrometria jest obecnie jednym z najbardziej uniwersalnych i wydajnych narzędzi stosowanych w licznych dziedzinach nauki i techniki, do badania składu chemicznego substancji poprzez pomiar ich widm, badania składu chemicznego gwiazd i planet, badania atmosfery ziemskiej. Prawdziwą uniwersalność i użyteczność nadało zastosowanie technik komputerowych do analizy i interpretacji danych spektrometrycznych. Dzięki temu możliwe stało się znaczne skrócenie czasu analizy oraz zwiększenie dokładności.

W praktycznych rozwiązaniach używa się źródła światła białego oraz monochromatora do wydzielania żądanej długości fali i detektora , którym często jest fotopowielacz sprzężony z licznikiem impulsów. Ilość impulsów w czasie jest miarą padającego światła. Substancję badaną umieszcza się między monochromatorem a detektorem. W ten sposób mierzy się absorbancję, czyli miarę pochłoniętego światła.

Innym sposobem jest użycie lasera, np. DPSS i oświetlenie badanej substancji. Ta z kolei pobudzona światłem lasera, wysyła charakterystyczne dla siebie promieniowanie, na innych długościach fali, niż pobudzenie. Ta niewielka część promieniowania, pada na monochromator, gdzie zostaje przekształcona w widmo, i dalej na kamerę CCD. Na strukturze układu CCD powstaje obraz, który powoduje wygenerowanie ładunków, które następnie przez system elektrod są przesuwane do bramki tranzystora wyjściowego, gdzie są zamieniane na odpowiadające im napięcie. Podawane ono jest po wzmocnieniu i spróbkowaniu na przetwornik A/C, a dalej poprzez interfejs cyfrowy do komputera. Tak działająca kamera została przeze mnie wykonana, przy użyciu interfejsu USB2.0 i chipu CCD firmy Hamamatsu o rozdzielczości 128x1044 piksli. 

Podstawowym parametrem spektrofotometru jest jego rozdzielczość widmowa. Jest ona ograniczona szerokością szczeliny w monochromatorze, zjawiskiem dyfrakcji, czułością detektora, rozdzielczością kamery, a w przypadku pierwszej metody, także dokładnością przesuwu siatki dyfrakcyjnej. Im lepsza rozdzielczość, tym oczywiście większa cena spektrofotometru, przy czym jest to zależność bardzo nieliniowa, gdyż kilkukrotne polepszenie rozdzielczości, pociąga za sobą wzrost ceny o rząd wielkości. Dlatego tak atrakcyjnym rozwiązaniem są komputerowe metody odtwarzania danych, które w ciągu ostatnich lat się intensywnie rozwijają.

2.Cel projektu.

Celem projektu jest zaimplementowanie i porównanie metod odtwarzania danych spektrometrycznych pod kątem użycia ich w zbudowanej kamerze, w celu polepszania jej parametrów użytkowych. Dzięki wykorzystaniu jako środowiska programistycznego MATLAB’a, będzie możliwe użycie przetestowanych i dopracowanych funkcji, bezpośrednio przez aplikację sterującą kamerą, poprzez Windows’owe API (Application Programming Interface). Dlatego projekt ma postać szeregu funkcji, wraz z m-plikami, które je wywołują i ułatwiają testowanie.

3.Przeprowadzone badania

W ramach projektu zaimplementowano i przetestowano następujące metody odtwarzania danych spektrometrycznych:

-algorytm rozplotu spektralnego z regularyzacją Tikhonov’a

-algorytm iteracyjny Jansson’a

-filtr adaptacyjny

-algorytm iteracyjny  bazujący na filtrze Kalmana

Ponieważ różne algorytmy potrzebują 
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4. Agorytm rozplotu spektralnego z regularyzacją Tikhonov’a

Liniowy model dynamiczny toru pomiarowego ma w najogólniejszym przypadku postać
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gdzie 

 dla 

 zaś * oznacza operację splotu, a 

 - odpowiedź impulsową modelu. 

Jeżeli równanie modelu jest dobrym przybliżeniem rzeczywistych oddziaływań w systemie pomiarowym, to rozwiązanie zadania odwrotnego otrzymuje się z postaci tego równania w dziedzinie transformat Fouriera







gdzie 

, 

, 

. Proste algebraiczne przekształcenie oraz podstawienia

 i 

 prowadzą do zależności







będącej podstawą metody rozwiązania zadania odtwarzania, zwanej metodą spektralną bezpośrednią. Metoda ta ma zakres stosowalności ograniczony do bardzo dokładnych danych 

jest bowiem zadaniem źle uwarunkowanym numerycznie, co oznacza, że nawet niewielkie zaburzenie danych prowadzi do bardzo dużych błędów rozwiązania. Podstawowe działania numeryczne odpowiedzialne za to zjawisko to odejmowania liczb bliskich sobie i dzielenie przez liczby bliskie zeru. Próby doskonalenia algorytmu rozwiązującego zadanie dzielenia transformat są zatem nieskuteczne, należy zmodyfikować samo zadanie. Modyfikacja ta polega na zastąpieniu zadania pierwotnego, źle uwarunkowanego, zadaniem przybliżonym lecz uwarunkowanym lepiej. W ten sposób wprowadzając celowo pewien błąd systematyczny zmniejszamy wpływ zaburzeń danych na dokładność rozwiązania. Proces taki zwany regularyzacją, ma sens wówczas, gdy wypadkowy błąd rozwiązania zadania maleje.



Metoda Tikhonov’a regularyzacji zadania odtwarzania prowadzi do zależności:






gdzie  ( jest parametrem regularyzacji wyznaczanym na podstawie miar zaburzeń danych, 
[image: image5.wmf]D

Y

 i 
[image: image6.wmf]D

G

, reprezentujących - odpowiednio - zaburzony surowy wynik pomiaru 

:




i estmatę odpowiedzi impulsowej toru pomiarowego 

 .







Wartości parametrów 

 i 

 decydują o jakości rozwiązania zadania: przyjęcie wartości zbyt małych powoduje niedostateczną regularyzację, przyjęcie wartości zbyt dużych - nadmierny wzrost błędu systematycznego. Istnieją zatem ich wartości optymalne dające najlepszą jakość odtwarzania, a jedną z prawidłowości wiążących wartość optymalną parametru 

  z losowym zaburzeniem danych jest zależność:
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gdzie T jest długością przedziału, w którym sygnał 

 jest niezerowy, a 
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 - odchyleniem standardowym addytywnego zaburzenia danych 

. 

Odpowiedź impulsową toru pomiarowego, w przypadku spektrofotometru , najprościej jest uzyskać, oświetlając jego wejście światłem lasera, bez żadnej próbki badanej. Najczęściej ma ona postać gaussoidy. Do celów porównania algorytmów została ona zasymuloawana.

Dane wejściowe używane do testowania:
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Symulowana odpowiedź impulsowa:
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Symulowany sygnał wyjściowy – uzyskano go splatając odpowiedź impulsową z sygnałem wejściowym.
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Dane zostały zaburzone addytywnym szumem o wartości 0.01. Rozmiar ich ograniczono do 100 punktów, ze względu na nie akceptowalnie długi czas obliczeń, dla oryginalnych danych (1044 punkty)

Wyniki działania algorytmu Tikhonov’a:

Za mały parametr regularyzacji :
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Za duży parametr regularyzacji:
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Optymalny parametr regularyzacji:
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Błąd odtwarzania:

(=0.074
[image: image15.wmf]
5.Algorytm iteracyjny Jansson’a

Działa on według procedury zaczerpniętej z [1]
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gdzie
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     - współczynnik, nie dopuszczający do powstania nie fizycznych wartości estymaty, tzn. 
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s  - macierz charakterystyczna dla urządzenia (odpowiedź impulsowa, zapisana z przesunięciem – jako macierz Toeplitza).

Działanie jego polega na iteracyjnym dodawaniu do estymowanej wartości, różnicy między wartością widma na wyjściu a wartością estymowaną widma na wyjściu, tworzoną poprzez splatanie odpowiedzi impulsowej z estymowaną wartością na wejściu. Przed dodaniem, ta różnica mnożona jest przez współczynnik korekcyjny k. Metoda ta ma na celu minimalizowanie tej różnicy.

Optymalna ilość iteracji jest rzędu 100, dla większej  błąd odtwarzania rośnie, przy czym, akceptowalną estymatę otrzymuje się po ok. 30 iteracjach, dalej błąd bardzo powoli maleje.

Wynik działania algorytmu:
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Błąd odtwarzania

(=0.070

6. Filtr adaptacyjny

Oryginalna nazwa: „Adaptive rational filter’

Działa on według rekursywnej formuły :
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gdzie dzielenie i mnożenie odbywa się w znaczeniu element przez element 

Odpowiedź impulsowa:
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 dla  l=  -L...L                    - fizyczny charakter odpowiedzi impulsowej
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     - symetryczność


Powyższe ograniczenia są podstawą działania optymalizatora.

W tej metodzie korzysta się z danych wejściowych i wyjściowych, a odpowiedź impulsową wyznacza się za pomocą zadania optymalizacyjnego. Można oczywiście skorzystać ze znanej odpowiedzi, dlatego też przeprowadzono 2 eksperymenty – z zadaną odp. impulsową i z optymalizowaną odp. impulsową.

Wynik estymacji przy użyciu znanej odpowiedzi impulsowej urządzenia:
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Błąd odtwarzania: (= 0.1623

Jak widać, błąd jest nie do zaakceptowania. Aby go zminimalizować, należy przeprowadzić optymalizację. Wykorzystałem do tego celu narzędzie : „Matlab Optimization Toolbox”.

Optymalizator szuka minimum funkcji błędu:
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przy założeniu powyższych ograniczeń.

Z powodu zaszumionych danych, konieczne było zwiększenie marginesu optymalizatora, aby był w stanie znaleźć rozwiązanie wraz ze spełnieniem wszystkich ograniczeń w sensownym czasie.

Wynik estymacji, po optymalizacji odpowiedzi impulsowej, według zadanych ograniczeń:
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Błąd odtwarzania:

(=0.031

7.Algorytm iteracyjny  bazujący na filtrze Kalmana

Proponowana metoda korekcji bazuje na następującej dekompozycji modelu danych spektrometrycznych
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Metoda korekcji polega na rekonstrukcji
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- następnie, iteracyjnie, 
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Właściwy algorytm (główny fragment) jest następujący:
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Dodatkowo jest dołączony warunek, że elementy wektora stanu 
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 muszą być większe od 0, gdy są mniejsze, zastępuje się je zerami.

Po każdej iteracji liczony jest współczynnik korekcji amplitudy, tak, aby po wszystkich iteracjach miała ona nie zdegradowaną  wartość.

 Wynik estymacji po 30 iteracjach:
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Błąd odtwarzania ( = 0.43 , jest on duży lecz nie przeszkadza to w interpretacji wyników odtwarzania.

8.Wnioski

Wszystkie 4 metody spełniają lepiej lub gorzej swoje zadania. 

Metoda rozplotu widmowego, wymaga dosyć dużych nakładów obliczeniowych, związanych z transformatami Fouriera, lecz jest najprostsza i daje akceptowalne wyniki, wymaga jednak dobrania parametru regularyzującego.

Algorytm Janssona pozwala uzyskać lepszą nieco dokladność, ale przy dużej liczbie iteracji, co wiąże sięze znacznym zapotrzebowaniem na moc obliczeniową.

Najlepsze parametry ma filtr adaptacyjny (ARF), lecz wymaga olbrzymiej mocy obliczeniowej podczas optymalizacji, natomiast podczas właściwego odtwarzania, potrzebuje jej znacznie mniej, gdyż jego odpowiedź impulsowa jest już znana.

Zastosowanie algorytmu bazującego na filtrze Kalmana pozwala nawet na skompensowanie NBW (Natural Bandwidth)  - naturalnej szerokości wudmowej substancji, a przez to umożliwia oddzielenie nawet blisko położonych prążków. Na pierwszy rzut oka jest on skomplikowany, lecz dzięki iteracyjności i  możliwości uprzedniego policzeniu wzmocnienia (kalman gain),upraszcza się na tyle, że  implementuje się go w układzie VLSI [4]. 

Literatura:

[1] P.A.Jansson, “Deconvolution of spectra and images”, Academic Press Inc., New York, 1997

[2] M.P. Wiśniewski, R.Z. Morawski and A. Barwicz, „ An adaptive Rational Filter for Interpretation of Spectrometric Data”, submitted for publication in IEEE Trans. Instrum. & Meas.

[3] Daniel Massicote, R.Z. Morawski, A.Barwicz , “Kalman-Filter-Based Algorithms of Spectrometric Data Correction – Part I: An Iterative Algorithm of Deconvolution, IEEE Transactions on Instrumentation and Measurements, VOL.46, No.3. JUNE1997

[4] A Systolic VLSI Implementation of Kalman-Filter-Based Algotithms For Signal Reconstruction – materiały znalezione na stronie : Departament of Electrical Engineering, Universite du Quebec a trois-Rivieres.

Kody źródłowe :

-Metoda Tikhonova:
function  p(alfa)

 %modeling optical response

 sigma=8;

 g =gaussoid(50,4,100);

 g=g+0.01*randn(1,100);

 %modeling real spectra

 i2=0.9*gaussoid(45,4.25,100)+0.6*gaussoid(65,3.25,100)+0.4*gaussoid(18,2.25,100)+0.4*gaussoid(29,2.25,100);

 i1 = conv(i2,g);

 i(1:100)=i1(49:1:148);

 i=i+0.01*randn(1,100);

 y=i./max(i);

y=y./max(y);

ffy=fftshift(fft(y));

ffg=fftshift(fft(g));

for(i=1:100)

   if(i<50) 

      omega=(50-i)/100;

   else

      omega=i/100;

   end   

   xest1(i)=ffy(i)*ffg(i)/(abs(ffg(i))^2+alfa*(1+omega)^2);

end

hold off

plot(i2./max(i2),'r');

hold on

xest=(abs(fftshift(ifft(xest1))));

plot(xest./max(xest))

no=norm( ( i2./max(i2) ) - ( xest./max(xest) ) ) /norm(i2./max(i2))

hold off

 
Algorytm Janssona

%modeling optical response

s=gaussoid(50,4,100);

s=s+0.01*randn(1,100);

 %modeling real spectra

 i2=0.9*gaussoid(45,4.25,100)+0.6*gaussoid(65,3.25,100)+0.4*gaussoid(18,2.25,100)+0.4*gaussoid(29,2.25,100);

 i1 = conv(i2,s);

 i(1:100)=i1(50:1:149);

% i=i+0.01*randn(1,100);

 i=i./max(i);

%creating extended index input vector       

       odp=zeros(1,200);

       odp(1:100)=s(1:100);

       odp(101:200)=s(1:100);

       odp(201:300)=s(1:100);       

%creating convolution matrix     

      for j=1:100

          for ii=1:100

             ss(ii,(101-j))=odp(49+ii+j);

          end

      end

o=i;   %start point

o1=i;

K=100;  % optimal number of iterations

for k=1:K    

   k0=0.9;

    %k   

   %convoluting spectral response (s) and estimate(o)

   splot=conv(s,o);

   ms=max(splot);

      splot=splot./ms;  %scaling

      splot1(1:100)=splot(50:1:149); % cutting transients

%Jansson algorithm

%computing partial sum

 for n=1:100

         suma(n)=0;

      for m=1:(n-1)

         suma(n)=suma(n)+ss(n,m)*o(m);

      end
         suma1(n)=0;

      for m=n:1:100

         suma1(n)=suma1(n)+ss(n,m)*o1(m);

      end
      %relaxation factor k
      k(n)= k0*(1-2*abs(o1(n)-0.5));

      %updating estimate

      o(n)=o1(n)+(k(n)/ss(n,n))*(i(n)-(suma(n)/ms)-(suma1(n)/ms));

end

 o1=o;   % estimate in  k+1 iteration    

   hold off

%   plot(o./max(o)); %plot transients

   hold on;

%   plot(i2./max(i2),'r');
 no=norm( ( i2./max(i2) ) - ( o./max(o) ) )/norm(i2./max(i2))

%pause;
hold off

end

 o=o./max(o);      %scaling factor
 plot(o);

 hold on

 plot(i2./max(i2),'r');

 no=norm( ( i2./max(i2) ) - ( o./max(o) ) )/norm(i2./max(i2))

-Filtr adaptacyjny

function y=arf(hk)

global ycal;

 K=10;

for k=0:K 

 if k==0    

    y=ycal;   

 else   

  splot=conv(hk,y);

  ms=max(splot);

  splot=splot./ms;

  splot1(1:100)=splot(50:1:149);    

  y = (ycal.*y)./splot1;

 end

 end


ptymalizacja i testowanie:

%modeling optical response

 sigma=8;

 s=gaussoid(50,5,100);

 s=s+0.01*randn(1,100);

 s=s./sum(s);

 %modeling real spectra

 global xcal;

 xcal=0.9*gaussoid(45,4.25,100)+0.6*gaussoid(65,3.25,100)+0.4*gaussoid(18,2.25,100)+0.5*gaussoid(29,2.25,100);

 xcal=xcal+0.01*randn(1,100);

 global ycal;

   ycal=zeros(1,100);


   splot=conv(xcal,s);

   ycal(1:100)=splot(50:1:149);
h0=s;  %starting value

options=optimset('MaxFunEvals',1000000,'MaxIter',10000,'TolX',0.1 );

[h,fval,exitflag,output]=fmincon('fopt',h0,[],[],[],[],0,10,'confun',options);

plot(arf(h),'g')

Ograniczenia odpowiedzi impulsowej

function [c,ceq]=confun(h)

suma=0;

for l=-50:49

     suma=suma + h(l+51)*l ;     

end

   con1=1 - sum(h);

   ceq=[con1];

   c=[];


Funkcja błędu:

function yf=fopt(h);

global xcal;

yf=norm( ( arf(h)./max(arf(h)) )-( xcal./max(xcal) )   )

  -Algorytm bazujący na filtrze kalmana:

K=50;

K1=10;

M=100;   % optical response function length

N=100;   % real spectra  length

delta_lambda=1;

  %creating fi matrix

  fi=zeros(100,100);

for i=1:(M-1)

   fi(i,i+1)=1;

end

 fi(M,M)=1;

 b=zeros(1,M);

 b(M)=delta_lambda; %delta_lambda;

 %modeling optical response

 sigma=8;

 g=gaussoid(50,8,100);

 g=g+0.01*randn(1,100);

 %h shapes resemble very steep gauss function

 h=gaussoid(50,2,100);

 h=h';

 z=zeros(M,M);

 %modeling real spectra

 i2=0.9*gaussoid(45,4.25,100)+0.6*gaussoid(65,3.25,100)+0.4*gaussoid(18,2.25,100)+0.4*gaussoid(29,2.25,100);

 i1 = conv(i2,g);

 i(1:100)=i1(50:1:149);

 y=i+0.01*randn(1,100);

  %calculating vector of steady-state Kalman gain

  I=(eye(100,100))';

  pred_Err=zeros(100,100);                                                                            

 est_err=I;

 beta=.002;

 for i=1:K1

       pred_err=fi*est_err*fi'+b*beta*b';

    kgain=pred_err*h*inv(1+h'*pred_err*h);

    est_err=(I-kgain*h')*pred_err;

 end
%iterative loop

for k1=1:K

%k1=1;

   if k1==1    

      yk=y;

   else

      yk=x;

   end

     for n=2:N

        z(:,n)=fi*z(:,n-1)+kgain*(yk(n)-h'*fi*z(:,n-1));

     end

%non-negativity contraint
     for i=1:M

        for j=1:N

           if z(i,j)<0

              z(i,j)=0;

           end

        end   
     end

       %calculating correction factor of magnitude
       if k1==1

           h_conv=conv(h,h);

        else   

           h_conv=conv(h_conv,h);

        end 
  if k1 ==K

     c=delta_lambda*(max(abs(g))/max(abs(h_conv)));

  else

     c=delta_lambda;

  end   
d=0;  %delay of estimation
   for n=1:N

     if n<=(N-d)

        x(n)=(c^-1)*z(d+n,1);

     else

        x(n)=(c^-1)*z(N,(n-N+M-d+1));

     end   

   end

plot(x);

end 

plot(x./max(x));

ma=max(x)
hold on

plot(i2,'r')

hold off;

no=norm( ( i2./max(i3) ) - ( x./max(x2) ) )/norm(i2./max(i2))
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